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Sumarizacia

V Uvodnej faze projektu sme sa zamerali na prieskum existujlcich pristupov a metéd
efektivneho dotrénovania velkych jazykovych modelov (Large Language Models, LLM).
Ciefom tejto aktivity bolo identifikovat techniky, ktoré umozZfniuju efektivne prisposobit
existujuce foundation modely Specifickému jazyku (v naSom pripade slovencine) a
konkrétnej ulohe - transformacii pouzivatelskych pozZiadaviek formulovanych v prirodzenom
jazyku na Strukturované vstupy pouzitelné pre AutoML nastroj vyvijany v ramci projektu
ALFIE.

V tejto suvislosti sme sa sustredili na moderné techniky tzv. parametricky efektivnych
dotrénovacich technik (parameter-efficient fine-tuning, PEFT), medzi ktoré patria pristupy
ako LoRA, QLoRA alebo adapter-tuning, ktoré umoznuju adaptovat velké modely bez
potreby plného pretrénovania ich parametrov. Paralelne sme analyzovali existujuce otvorené
foundation velké jazykové modely, ako aj uzatvorené komercné rieSenia (najma modely od
OpenAl) a hodnotili ich vhodnost pre pracu so slovenskym jazykom z hladiska kvality
vystupov relevantnych v kontexte ulohy rieSenej v ramci projektu.

Nasledne sme vykonali prieskum dostupnych datovych zdrojov v slovencine, ktoré by mohli
byt pouzité na dotrénovanie modelov pre danu ulohu. Zhodnotenim existujucich korpusov
sme dospeli k zaveru, Ze neexistuje verejne dostupna datova mnozina, ktora by bola priamo
pouzitelnda na transformaciu pouZzivatelskych dopytov v slovenc€ine na Struktdrované
konfiguracie pre AutoML nastroje.

Z tohto dévodu sme navrhli a implementovali vlastnd metodolégiu na generovanie
syntetického datasetu, vyuzZivajucu najvykonnejSie aktualne dostupné jazykové modely. Pri
navrhu metodiky sme kladli déraz na variabilitu vygenerovanych dat, a to z hladiska
réznorodosti pouzivatelov a Stylu formulovania poZiadaviek (napr. technicky pouZzivatel,
zaciatoCnik v oblasti Al a dalSie), uplnosti poziadavky, oblasti pouzitia (r6zne domény) &i
ulohy strojového uc€enia (napr. klasifikacia, detekcia anomalii a iné). Vysledkom tohto
postupu je synteticky dataset obsahujuci 10 000 prikladov, ktory pokryva Siroké spektrum
foriem vstupov a umozniuje testovat schopnost modelov spravne identifikovat a Strukturovat
kfu€ové informacie zo slovenskych textov. Dataset sme zverejnili v sulade s ciefmi projektu a
s principmi otvorenej vedy prostrednictvom platformy Hugging Face (platforma Siroko
vyuzivana vyskumnikmi aj v priemysle), &im prispievame k rozvoju spracovania
prirodzeného jazyka pre jazyky s obmedzenymi zdrojmi.

Na overenie kvality a pouzitefnosti vytvoreného datasetu sme nasledne uskutoCnili sériu
experimentov s vybranymi velkymi jazykovymi modelmi. Testovali sme ich schopnost
transformovat’ vstupné dopyty do Strukturovanej formy vhodnej ako vstup do AutoML
nastroja a porovnali sme vykonnost otvorenych aj uzatvorenych modelov. Ciefom bolo
ziskat’ prvotné porovnanie ich schopnosti pracovat so slovenskym jazykom a identifikovat
obmedzenia pri extrahovani Strukturovanej informacie z neStrukturovanych pouzivatelskych
poziadaviek formulovanych v prirodzenom jazyku.

Nasledne sme jeden vybrany otvoreny velky jazykovy model dotrénovali na podmnozine
nami vytvoreného datasetu, uréenej pre tréning, priCom sme aplikovali parametricky



efektivhu metddu dotrénovania s ciefom zvySit presnost a konzistentnost modelu pri
generovani Struktirovanych konfiguracii pre AutoML. Dotrénovany model sme taktiez
zverejnili prostrednictvom platformy Hugging Face'.

Takto dotrénovany model sme nasledne vyhodnotili rovnakym spdsobom ako pévodné,
nedotrénované modely. Porovnanie vysledkov oboch verzii, pévodného foundation modelu a
dotrénovanej verzie, nam umoznilo ziskat prvé empirické poznatky o prinose dotrénovania
pre rieSenu ulohu. Na zaklade dosiahnutych vysledkov je zrejmé, ze ako v porovnani s
nedotrénovanym otvorenym modelom, tak aj v porovnani s vyrazne vacsimi uzatvorenymi
modelmi nami dotrénovany model dosahuje v sledovanej ulohe lepSie vysledky.

Predbezné vysledky prvej fazy jasne ukazali, ze aj synteticky generované Specifické
tréningové data v slovenéine moéze viest’ k zlepSeniu vykonnosti modelu pri tlohach
vyzadujucich porozumenie a generovanie strukturovanych vystupov.

V druhej faze projektu sme na tieto zistenia nadviazali vytvorenim novej, komplexnejsej
syntetickej datovej sady. Kym prva datova sada sa zameriavala na extrakciu strukturovanych
informacii z jednej ucelenej pouZivatelskej poziadavky, nova datova sada rozSiruje tuto
ulohu o realistickejSie scenare interakcie pouzivatela s chatbotom. V tychto scenaroch
pouzivatel neformuluje vSetky poziadavky naraz, ale postupne poc¢as konverzacie. Datova
sada zaroven zahffia aj pripady, v ktorych pouzZivatel svoje pdvodné pozZiadavky neskér
upravi alebo nahradi novymi. Cielom bolo overit, & modely dokazu zo slovenskych
konverzacnych vstupov spravne identifikovat’ finalnu podobu poziadaviek relevantnych pre
nasledné automatizované spracovanie (€o je relevantné v kontexte projektu ALFIE).

Na vytvorenej datovej sade sme nasledne vyhodnotili viacero skupin modelov. Do
porovnania sme zahrnuli vybrané APl modely pouzivané v ramci AutoML platformy projektu
ALFIE, otvorené foundation modely zalozené na rodine modelov Qwen v réznych
velkostiach a nami dotrénované varianty modelov Qwen. Takto navrhnuté vyhodnotenie nam
umoznilo priamo porovnat vykonnost v§eobecnych otvorenych modelov, modelov Specificky
dotrénovanych na ulohu extrakcie S&truktirovanych informacii zo slovenského textu a
modelov vyuZivanych v su€asnom technologickom rieSeni projektu ALFIE.

Porovnanie ukazalo, Ze nami dotrénované otvorené modely dosiahli na komplexnej
konverzacnej datovej sade porovnatelné az lepSie vysledky nez vybrané API modely
pouzivané v ramci AutoML platformy projektu ALFIE. NajlepSi proprietarny model dosiahol
uplnu presnost 28,8 %, zatial o vSetky dotrénované modely zahrnuté do finalneho
porovnania tuto hodnotu prekrocili. Najlepsi vysledok dosiahol plne dotrénovany Qwen 9B s
uplnou presnostou 59,6 %, pricom aj men3i plne dotrénovany Qwen 0.8B dosiahol 50,8 %.

Tieto vysledky naznacuju, zZe ulohovo a jazykovo Specifické dotrénovanie otvorenych
modelov mbze byt pre spracovanie slovenskych pouzivatelskych poziadaviek v kontexte
AutoML velmi prinosné. Zaroven poskytuju délezity empiricky podklad pre projekt ALFIE,
kedZe ukazuju, ze Specializované otvorené modely mézu v tejto ulohe predstavovat
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perspektivnhu alternativu alebo doplnok k vSeobecnym API modelom pouzivanym v AutoML
platforme.

Sucastou druhej fazy bolo aj dotrénovanie dalSich otvorenych foundation modelov na Casti
novo vytvorenej datovej sady. Zamerali sme sa na varianty modelov Qwen s réznou
velkostou a porovnali sme viacero tréningovych stratégii vratane QLORA a piného
dotrénovania (angl. full fine-tuning). Vysledky tejto fazy potvrdili perspektivnost dotrénovania
otvorenych velkych jazykovych modelov pre Specializované ulohy spracovania slovenciny,
najma v pripadoch, kde je potrebné z nestruktirovanych alebo konverzaénych vstupov
extrahovat presnu a konzistentnu struktirovanu reprezentaciu.

Vystupy druhej fazy boli taktiez zverejnené na platforme Hugging Face. Okrem datovej sady
vytvorenej v prvej faze sme spristupnili aj novl konverzaénu datovd sadu a dotrénované
modely. Tieto artefakty mézu sluzit nielen na daldi vyskum v oblasti spracovania
prirodzeného jazyka pre slovencinu a iné jazyky s obomedzenymi zdrojmi, ale aj ako prakticky
podklad pre dalSie experimenty v ramci projektu ALFIE, najma pri hodnoteni vhodnosti
jazykovo a ulohovo prispdsobenych modelov pre AutoML platformu.

VSetky artefakty vytvorené a zverejnené v ramci projektu boli agregované, pre ich
jednoduchsie pouzitie, v HuggingFace kolekcii?.

Kontext, vychodiska a vztah k projektu ALFIE

Technicka cCast projektu SensAl priamo nadvazuje na vyskumné a vyvojové aktivity
realizované v ramci projektu ALFIE (Assessment of Learning Technologies and Frameworks
for Intelligent and Ethical Al), ktory sa zameriava na vyvoj a testovanie platformy AutoML —
systému umozfiujuceho automatizovanu tvorbu modelov umelej inteligencie na zaklade
pouzivatelskych poZiadaviek zadanych v prirodzenom jazyku.

Jednym z klu€ovych komponentov tejto platformy je jazykové rozhranie, ktoré zabezpecluje
porozumenie dopytom pouZivatela a ich preklad do Strukturovanej formy, s ktorou AutoML
systém dalej pracuje. V pdvodnom projekte ALFIE sa pre tato ulohu vyuzivaju najma
viacjazycné velké jazykové modely (LLM), ktoré dokazu spracovavat texty vo viacerych
jazykoch, no pri jazykoch s obmedzenymi zdrojmi, akym je slovencina, ich vykonnost méze
zostat' limitovana.

Projekt SensAl sa preto zameriava na vyskum a experimentalne overenie pristupu, pri
ktorom sa vybrany foundation model za pomoci parametricky efektivhych metéd dotrénuje
Specificky na slovenskych datach a na konkrétnej ulohe transformacie textovych poziadaviek
pouzivatela na Strukturovany vstup pre AutoML nastroj. Tento pristup umozriuje overit, do
akej miery mOze jazykovo a ulohové Specifické dotrénovanie zlepSit vykonnost modelu v
porovnani s viacjazy¢nymi rieSeniami.

Modely dotrénované v ramci projektu SensAl budu, po nasadeni ucelenej verzie platformy
vytvaranej v ramci projektu ALFIE, do tejto platformy integrované a porovnané s
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multilingualnymi modelmi. Zaroven budu oba pristupy otestované na datovej sade vytvorenej
v ramci SensAl, ¢o umozni efektivne porovnanie réznych pristupov z pohladu ich vhodnosti
pre pracu so slovenskym jazykom.
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Obr. 1: Vysokouroviiovy schematicky nakres vystupov projektu SensAl (zvyraznené zelenou
farbou) a ich prepojenia s projektom ALFIE (vfavo sa nachadza nacrt platformy ALFIE,
vpravo je jeden z modelov v platforme nahradeny modelom dotrénovanym v SensAl). V
ramci projektu SensAl je ciefom vytvorit datovl sadu na trénovanie a testovanie modelov v
kontexte ulohy transformacie poZiadaviek na Al rieSenia formulované v prirodzenom jazyku
(slovencina) na Strukturované vstupy, ktoré nasledne dokaze spracovat AutoML nastroj a na
ich zaklade vytvorit model, ktory spifia poZziadavky naformulované pouzivatelom. Tato
datova sada bude pouzita na dotrénovanie otvoreného foundation velkého jazykového
modelu, a taktiez na vyhodnotenie vykonnosti rdznych Standardne pouzivanych foundation
modelov a dotrénovaného modelu a na ich vzajomné porovnanie. Okrem takéhoto
vyhodnotenia bude v dalSej faze skiSobne integrovany do platformy vytvaranej v ALFIE a
porovnany s multilingualnymi modelmi, ktoré su v nej vyuzivané v sucasnosti.

Technologické vychodiska

V tejto Casti sa zameriavame na analyzu a vyvoj technoldgii, ktoré umozZnia adaptovanie
otvorenych “foundation” velkych jazykovych modelov (LLM) za ucéelom ich efektivneho
vyuzitia pre slovencinu v kontexte transformacie dopytov formulovanych pouzivatefom v



slovencine na Strukturovany text vhodny pre spracovanie AutoML nastrojom. Cielom je
identifikovat vhodné existujuce pristupy k dotrénovaniu modelov, najmd za pomoci
parametricky efektivnych dotrénovanich technik. Tato analyza existujucich pristupov posluZzi
ako technologické vychodisko pre vlastnu realizaciu ciefov projektu SensAl a prenesene aj
projektu ALFIE.

Proces tréningu velkého jazykového modelu sa spravidla realizuje vo viacerych fazach:

1. Predtrénovanie: V ramci tejto fazy sa pociatocny model (ktory eSte nema Ziadne
poznatky a zru¢nosti) trénuje na velkom mnozstve vSeobecnych dat, pri€om tréning
sa nezameriava na ziadne cielové ulohu a zruénosti — model sa v tejto faze len uci
generovat' text. Vystupom tejto fazy je zakladna verzia modelu, ktora sa Casto
oznacuje ako “base” model.

2. Zarovnanie (angl. alignment): KedZe “base” verzia modelu eSte nedisponuje
Ziadnymi konkrétnymi zru€nostami a nie je ziadnym spdsobom zarovnana s
uzivatelskymi preferenciami (nedokaze odpovedat na otazky, reSpektovat’ instrukcie
atd.), v ramci dalSej fazy sa realizuje takyto typ zarovnania — v tejto faze sa typicky
uz pracuje s omnoho mensimi a starostlivejSie vyCistenymi datovymi mnozinami. Vo
faze zarovnania sa modelu typicky vStepuju aj pravidla nevyhnutné na to, aby sa dal
pouzivat bezpecCne — trénuje sa tak, aby nereagoval na vyzvy generovat nebezpecny
Ci explicitny obsah a pod. Po zarovnani je uz model typicky celkom vSeobecne
pouzitelny aj bez dalSieho tréningu. Hovorime, Z2e ma schopnost nasledovat
inStrukcie, t. j. realizovat ulohu na zaklade zadania v prirodzenom jazyku, a
realizovat in-context ucenie, t. j. “naucit sa” ulohu na zaklade vefmi malého poctu
prikladov, ktoré mu dame k dispozicii v ramci dopytu (t. j. bez nutnosti daldieho
tréningu). Modely su takto schopné realizovat’ Siroku paletu uloh.

3. Dotrénovanie (angl. fine-tuning): Nepovinne je mozné model po zarovnani este
doladit na konkrétnu cielovu ulohu. Tento typ tréningu je uZitocné aplikovat’ vtedy,
ked na danej ulohe nie je mozné dosiahnut dostatocne dobré vysledky len pomocou
indtrukcii a in-context uéenia. Casto tiez plati, Ze malymi Glohovo-$pecifickymi
modelmi vieme dosiahnut’ vysledky porovnatelné s podstatne vacsimi vSeobecnymi
modelmi. Podstatnou nevyhodou v8ak je, Ze na doladenie je potrebné
neporovnatelne vacsie mnozstvo dat nez na in-context ucenie.

V daldej Casti sa zameriavame na dotrénovanie, nakolko prave tato faza je relevantna z
pohladu naplnenia ciefov projektu. V ramci procesu dotrénovania modelov existuje viacero
stratégii, ktoré prinasaju rozne kombinacie silnych a slabych stranok:

e Uplné dotrénovanie (angl. full fine-tuning);

e Adaptéry;

e LoORA a pribuzné metddy;

e Tréning makkych dopytov (angl. prompt tuning).

Zatial' ¢o v pripade Uplného dotrénovania sa trénuju vSetky parametre (vahy) modelu, v
pripade zvySnych pristupov sa trénuje len mensi pocet parametrov. Preto sa tieto metody
niekedy suhrnne oznacuju aj ako PEFT metddy, Cize parametricky efektivne metody
dotrénovania (z angl. parameter-efficient fine-tuning).



Parametricky efektivne metddy dotrénovania

Vzhladom na mimoriadnu vypocétovi a paméatovu naroénost Uplného dotrénovania sme sa
za Ucelom dotrénovania modelov rozhodli v ramci projektu preskimat a aplikovat
parametricky efektivne metddy dotrénovania.

Adaptéry

Tento pristup spociva v tom, Ze vSetky povodné parametre modelu si zmrazené (pocas
tréningu sa nemenia), ale do modelu sa na niektorych miestach dopifiaji malé adaptéry,
ktoré maju sice neporovnatelne mensi pocet parametrov, ale su napriek tomu schopné
pomerne zasadne ovplyvnit spravanie sa modelu ako celku [1].

Pouzitie adaptérov vyrazne znizuje mnozstvo pamate potrebnej na dotrénovanie neurénovej
siete (na parametre, ktoré sa trénuju, sa spotreblva omnoho vacsie mnozstvo paméte).
Volba tejto a dalSich alternativ voCi uplnému dotrénovaniu vSak okrem toho zavadza pre
model aj odlisné induktivne preferencie: ovplyviiuje, aké rieSenie napokon ndjdeme. Pouzitim
adaptérov vlastne Specifikujeme, Ze rieSenim problému musi byt model, ktory sa velmi
podobd poévodnému modelu a rozdiely medzi nimi by mali mat len velmi obmedzenu
kapacitu.

Takyto typ induktivnych preferencii moze poméct modelu vo vysledku lepsie
zovSeobecnovat, ale v niektorych pripadoch moéze byt samozrejme aj kontraproduktivny.
Napriklad, ak by model na dosiahnutie optimalneho rieSenia bolo potrebné predsa len zmenit
vyraznejsie, moze napriklad déjst k poduceniu (angl. underfitting) a pod.

LoRA a pribuzné metody

Dalsim velmi rozsirenym PEFT pristupom je metdéda zndma ako LoRA (z angl. low-rank
adaptation, t. j. adaptacia s nizkou hodnostou) [2] a jej rozne neskorsie varianty. V ramci
LoRA dotrénovania sa, podobne ako v pripade adaptérov, netrénuju pévodné vahy siete ako
také - tie zostavaju pocas tréningu zmrazené (t.j. nemenia sa). K vdhovej matici sa vSak
pripoCita nova “rozdielova” matica s omnoho nizSou hodnostou. Zatial ¢o pévodna matica
ma rozmery mn, rozdielova matica sa vytvori nasobenim dvoch omnoho mensich matic s
rozmermi mr a rn, pricom r je omnoho menSie nez m a n. Tym padom je v obmedzenej miere
stdle mozné menit fubovolné casti povodnej matice, ale celkovy pocet trénovanych
parametrov je vyrazne nizsi.

Ako ukazuje povodny c¢lanok [2] a viacero dalsich prac, pomocou LoRA dotrénovania je
mozné na mnohych Ulohach dosiahnut vysledky velmi podobné uUplnému dotrénovaniu.
Podobne ako v pripade adaptérov v§ak aj tu plati, ze obmedzenim kapacity zavadzame urcity
typ induktivhych preferencii. Limity LoRA dotrénovania boli samozrejme skimané aj hibsie.
Napr. praca [3] ukazuje, Ze vzhladom na nizSiu parametricki kapacitu nie si modely na
niektorych narocnejsich typoch uloh schopné absorbovat az tolko poznatkov ako je to v
pripade Uplného dotrénovania, zaroven vsak plati, ze model aj v mens$ej miere zabuda to, ¢o
dovtedy vedel.

Je zrejmé, ze vzhladom na znizenu parametricki kapacitu, nie je pomocou LoORA
dotrénovania mozné oproti povodnej vahovej matici vykonat Gplne [ubovolné typy zmien, ¢o



véak nepovazujeme v kontexte napiniania cielov projektu SensAl za prekazku, nakolko
cielom je prispésobenie modelu na jednu konkrétnu dlohu. Zmeny budu urcitym spésobom
ohrani¢ené - rozmery rozdielovej matice budu medzi sebou urcitymi sposobmi previazané a
z teoretického hladiska nie je zrejmé, Ze spdsob, akym sme ich spolu previazali (t. j. ako
tvorime rozdielovi maticu z dvoch mensich matic), ma z pohl'adu dotrénovania optimalne
vlastnosti.

Prave tieto vlastnosti skima viacero nadvaznych prac. [4] ukazuje, Ze pri aplikacii LoRA
pribldaju do vahovej matice nové singularne vektory (tzv. intrizne dimenzie) s velkymi
singularnymi hodnotami, co podstatne meni charakter pévodnej vahovej matice mimo dat,
na ktorych sa realizuje dotrénovanie (t. j. s moZznym negativnym dopadom na iné ulohy a
pod.). Viaceré prace zdroven navrhuju nadstavbové pristupy, ktoré vahy modifikujd
SetrnejSimi sposobmi - ako priklad mézeme uviest metdédu SVF (z angl. Singular Value
Fine-Tuning), ktora napriklad v ramci dotrénovania modifikuje len singuldrne hodnoty
povodnej vahovej matice, pricom singularne vektory zostavaju nezmenené.
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Opis prac, akvitiv a vystupov prvej fazy projektu

Prieskum literatury, priprava metodiky a vyber pristupov

V dvodnej faze sme sa zamerali na prieskum a analyzu dostupnych metdd efektivneho
dotrénovania veflkych jazykovych modelov pre jazyky s obmedzenymi zdrojmi a na
Specifickej ulohe. Identifikovali sme a porovnali viacero technik tzv. parametricky efektivneho
dotrénovania (parameter-efficient fine-tuning, PEFT), priCom sme sa sustredili na pristupy
LoRA, QLoRA a adapter-tuning. Su€astou metodickej pripravy bolo aj uréenie postupu
vyhodnocovania modelov, ktory zahffia porovnanie presnosti a robustnosti generovanych
vystupov na spolo¢nom testovacej datovej sade (podmnozina datovej sady vytvorenej v
ramci projektu). Tieto metriky slizia na neskorSie porovnanie medzi pdvodnymi
(nedotrénovanymi) a dotrénovanymi modelmi.



Tvorba syntetickej datovej sady

Po prieskume existujucich slovenskych korpusov sme kontatovali, Ze neexistuje vhodna
datova sada, ktora by zachytavala vztah medzi vstupnym dopytom pouZivatela v
prirodzenom jazyku a poZadovanou konfiguraciou spracovatelnou AutoML nastrojom. Na
zaklade tejto medzery sme navrhli metodiku na syntetické generovanie dat s vyuzitim
najvykonnejSich velkych jazykovych modelov.

Pri generovani sme dbali na dostatoénu variabilitu dopytov (jednoduché, neuplné,
komplexné) a rézne doménové kontexty a ulohy (napr. textova klasifikacia, predikcia,
spracovanie obrazu, re€). Kazdy priklad pozostava z textového vstupu pouzivatela a
zodpovedajucej Strukturovanej konfiguracie v JSON formate:

"exampla": {
"input™: "Potrebujeme detegovat anomdlie v prevadzkovych ddajoch zo zariadeni pouZivanych v
energetickom sektore. Data s uloZenéd v tabulkovom formdte a boli stiahnuté zo slufby zenodo ako zip
archiv. Cielom je wytvorit model na detekciu odchylok v spravani jednotlivych zariadeni.”,
"output”: {
"dataset_name”: null,
"dataset_modality”: "tabular”,
"dataset_source”: “zenodo”,
"data_format™: “zip",
"task_type": "anomaly_detection”,
"output_type™: null
}
b
"metadata”: {
"domain™: "energy",
"task_type": "anomaly_detection”,
"data_modality”: "tabular”,
"data_source": "zenodo",
"data_format": “"zip”,
"output_type": "text",
"language": "sk",
"complexity": "basic”,
"style™: "formal”,
"included_attributes™: [
"dataset_modality”,
"data_format”,
"dataset_source”,
"task_type”
1.
"temperature”: @.9896411363983425

Obr. 2: Priklad datového bodu zo syntetickej datovej mnoziny vygenerovanej v prvej faze
projektu. Pole example obsahuje synteticky vstup pouZzivatela (input), ktory reprezentuje nim
formulovanu poziadavku na Al model, a vystup (output), ktory by mal velky jazykovy model
extrahovat’ z daného vstupu. Pole metadata obsahuju atriblty, na zaklade ktorych bol velky
jazykovy model generujuci dany datovy bod indtruovany pri jeho generovani. V priklade
uvedenom na obrazku mal model vygenerovat’ dopyt pozadujuci Al rieSenie v doméne
energetiky. Model mal pracovat s tabulkovymi datami a datovou sadou z platformy Zenodo.
Datova sada mala byt vo formate ZIP a model mal produkovat textovy vystup. Dalej bol
model inStruovany vytvorit’ synteticky vstup pouzivatela vo formalnom Style a mal obsahovat
iba zakladné informacie o pozadovanom Al rieeni.



Vysledna datova mnozina obsahuje 10 000 datovych bodov (prikladov) a bola rozdelena na
tréningovu, validacnu a testovaciu €ast v pomere 7000:1500:1500. Datovu mnozinu sme
spristupnili na platforme Hugging Face ako verejny vyskumny zdroj v sulade s principmi
otvorenej vedy a cielmi projektu?.

Testovanie vykonnosti existujucich modelov

Po vytvoreni datasetu sme uskutoCnili sériu experimentov s ciefom zhodnotit vykonnost
vybraného otvoreného velkého jazykového modelu (QWEN3-0.6B), na jeho zaklade
dotrénovaného modelu a vybranych uzatvorenych modelov (GPT-4.1-mini a GPT-4.1-nano
od spolo¢nosti OpenAl).

Hodnotili sme ich schopnost spravne identifikovat pozadované parametre AutoML
konfiguracie zo vstupného slovenského textu.

Dotrénovanie vybraného foundation modelu

Na zaklade prieskumu literatury bol vybrany konkrétny foundation velky jazykovy model,
QWEN3-06.B*, ako kandidat na dotrénovanie na vytvorenej datovej sade. Tento model sme
nasledne dotrénovali na trénovacej podmnozine pomocou techniky QLoRA, ktora umoznuje
efektivne prispbésobenie modelu bez zasahu do plnej mnoziny parametrov. Tréning prebiehal
v kontrolovanom prostredi na GPU infrastrukture vyskumného institatu.

Konfiguracia a parametre LoRA pouzité pri dotrénovani modelu:

Parameter Hodnota

r 32

lora_alpha 16

lora_dropout 0,05

bias none

task_type CAUSAL_ LM
target_modules g_proj, k_proj, v_proj, o_proj

Parametre trénovania:

Parameter Hodnota
Max sequence length 4096
Epochs 2

3 https://Hugging Face.co/datasets/kinit/synthetic-queries-and-ml-instructions
“Yang, A, Li, A., Yang, B., Zhang, B., Hui, B., Zheng, B., ... & Qiu, Z. (2025). Qwen3 technical report.

arXiv preprint arXiv:2505.09388.


https://huggingface.co/datasets/kinit/synthetic-queries-and-ml-instructions

Learning rate

Te-4

Train batch size per device 4
Eval batch size per device 8
Gradient accumulation steps 4

Optimizer paged_adamw_8bit
Scheduler cosine

Warmup ratio 0,03

FP16 True

Save & Eval steps 100

Early stopping patience 3

Priebezné vysledky a vychodiska pre druhu fazu

Dotrénovany model sme vyhodnotili na testovacej mnozine a porovnali s jeho pdvodnou
verziou a s proprietarnymi modelmi. Prvé vysledky ukazuju vyrazné zlepSenie presnosti
identifikacie relevantnych parametrov konfiguracie v porovnani s nedotrénovanou verziou
modelu. ZlepSenie je pozorovatefné najma v pripadoch, kde pévodné modely nedokazali
spravne rozliSit implicitné alebo doménovo Specifické poziadavky. V porovnani so silnymi
proprietarnymi modelmi dotrénovany model dosiahol vyrazne lepSie vysledky.

Dosiahnuté vysledky sluzia ako silny indikator potencialu dotrénovania vofne dostupnych
velkych jazykovych modelov pre ulohu extrakcie Struktlirovanej informacie, v tomto pripade
poziadaviek na model strojového ucenia, z nestruktirovaného textu v slovencine.

Vysledky porovnania nedotrénovaného a dotrénovaného modelu:

Metrika Qwen3-0.6B %";‘:r“é?;"gfaiy - decl‘)"°RA
Invalidly parsed (%) 47,8 0,27

Complete accuracy (%) 0,47 80,6

Missing attributes (%) 41,73 7,93

Extra attributes (%) 32,27 6,53

Incorrect attributes (%) 41,4 5,4

Opis metrik:




Percento nespravne transformovanych prikladov (Invalidly parsed (%)): Pri
akom percente testovacich prikladov nebolo mozné vystup modelu transformovat do
pozadovanej JSON schémy, ktora bola predloZzena modelu v ramci instrukcii.
Percento Uplne spravne extrahovanych prikladov (Complete accuracy (%)):
Percento prikladov, kde vsetky atribaty vo vystupe zodpovedali skutoénym atribatom.
Percento prikladov s chybajucimi atributmi (Missing attributes (%)): Percento
prikladov, kde vystupu modelu chyba aspon jeden atribut, ktory je pritomny v priklade
s realnym stavom.

Percento prikladov s extra atributmi (Extra attributes (%)): Percento prikladov,
kde vystup modelu obsahuje atributy, ktoré nie su pritomné v priklade s realnym
stavom.

Percento prikladov s nespravne extrahovanou hodnotou atributov (/ncorrect
attributes (%)): Percentualny podiel prikladov, kde vystup modelu ma nespravne
atributy v porovnani s prikladom na realnym stavom.

Z vysledkov je zrejmé, Ze dotrénovany model dosahuje vyrazne lepsSie vysledky v porovnani
s nedotrénovanym modelom z pohladu vSetkych vyhodnocovanych metrik. Napriklad, zatial
¢o nedotrénovany model bol schopny Uplne spravne transformovat’ iba 0,47% spomedzi
vSetkych 1500 testovacich prikladov, po dotrénovani sa spravnost zvysila na 80,5%. Taktiez,
vystup nedotrénovaného modelu nebolo mozné automatizovane previest do zadefinovanej
JSON schémy az v 47,8% pripadov, zatial ¢o po dotrénovani to bolo iba 0.27%.

Vyhodnotenie vybranych a ¢asto pouzivanych uzatvorenych modelov:

Metrika gpt-4.1-mini gpt-4.1-nano
Invalidly parsed (%) 0,8 3,93
Complete accuracy (%) 67,67 28,87
Missing attributes (%) 13,13 19,67

Extra attributes (%) 14,93 45,07
Incorrect attributes (%) 4.8 20,0

Okrem otvorenych modelov sme vyhodnotili aj dva vybrané a ¢asto pouzivané uzatvorené

modely od spolocnosti OpenAl,

GPT-4.1-mini a GPT-4.1-nano. Na z&klade dosiahnutych

vysledkov je zrejmé, ze aj v porovnani s vyrazne vacSimi uzatvorenymi modelmi nami
dotrénovany model dosahuje v sledovanej ulohe lepSie vysledky.

Opis prac, akvitiv a vystupov druhej fazy projektu

Tvorba komplexnej konverzacnej syntetickej datovej sady

V druhej faze projektu sme nadviazali na datovd sadu vytvorenu v prvej faze a rozsirili sme
ju o komplexnejSi scenar extrakcie Strukturovanych informacii zo slovenského textu. Kym




prva datova sada obsahovala samostatné pouzivatelské poziadavky formulované v jednom
texte, nova datova sada sa zameriava na viac-kolové konverzacie medzi pouzivatefom a
asistentom. Cielom bolo priblizit sa realistickejSiemu spdsobu interakcie pouzivatela s
jazykovym rozhranim AutoML platformy, v ktorom pouzivatel nemusi zadat vSetky
poziadavky naraz, ale postupne ich dopifia, upresfiuje alebo v priebehu konverzacie meni.
obsahuje synteticky generované slovenské konverzacie pouzivatefa a asistenta a k nim
priradené Struktirované vystupy vo formate JSON. Kazdy priklad zachytava konverzaciu o
poZiadavke na vytvorenie modelu strojového ulenia alebo umelej inteligencie a cielovy
vystup, ktory reprezentuje finalnu podobu pouzivatefom vyjadrenych poziadaviek. Datova
sada bola navrhnuta na trénovanie a vyhodnocovanie modelov, ktoré maju z viac-kolovej
prirodzenej komunikacie extrahovat atributy relevantné pre dalSie automatizované
spracovanie, napriklad typ ulohy, modalitu dat, zdroj datovej sady, format dat, o€akavany typ
vystupu, preferované metriky, obmedzenia vypoctového €asu alebo preferencie tykajuce sa
modelov.

[USER]: V m:
sa

Obr. 3: Priklad troch datovych bodov obsiahnutych vo zverejnenej datovej sade
(HuggingFace).

Datova sada bola vytvorena synteticky s vyuzitim moderného velkého jazykového modelu
GPT-4.1. Pri generovani sme vychadzali zo Strukturovaného zadania, ktoré ur€ovalo jednak
ciefové atributy vysledného prikladu, jednak charakter samotnej konverzacie. Tieto vstupné
parametre zahffali napriklad typ ulohy strojového ucenia, pozadovanu modalitu dat, zdroj a
format datovej sady, oCakavany typ vystupu, pripadné preferované alebo vylu¢ené typy
modelov a dalSie atributy relevantné pre AutoML konfiguraciu. Okrem samotnych
technickych parametrov boli pri generovani vzorkované aj vlastnosti konverzacie, ako
napriklad jej typ, dizka, komplexnost a $tyl komunikacie. Tymto spdsobom sme sa snazili
dosiahnut vy$8iu rozmanitost syntetickych prikladov a simulovat rézne typy pouzivatelov a
situacii, ktoré mézu nastat pri realnom pouzivani jazykového rozhrania AutoML platformy.

Pri tvorbe datovej sady sme sa zamerali na dva hlavné typy konverzaénych scenarov. Prvym
typom su konverzacie, v ktorych pouzivatel odhaluje poziadavky postupne. Model, ktory je
nasledne na tejto datovej sade testovany alebo trénovany, preto musi byt schopny spojit
informacie uvedené vo viacerych pouZivatefskych spravach do jedného konzistentného
Strukturovaného vystupu. Druhym typom su konverzacie, v ktorych pouzivatel v priebehu
interakcie zmeni niektord zo svojich pévodnych poziadaviek. V takom pripade je cielom
modelu spravne identifikovat najnovSiu, pouzivatelom potvrdend alebo vyjadrenu
preferenciu a ignorovat povodnu hodnotu, ktora uz vo finalnom stave poZiadavky neplati.
Takyto typ scenarov je dbleZity najma z pohlfadu konverzaéného pouzitia AutoML platformy,
kde pouzivatel méze svoje zadanie poCas interakcie prirodzene spresfnovat alebo menit.



Samotny proces generovania bol navrhnuty tak, aby podporoval kvalitu aj variabilitu
vyslednych dat. Najskér boli na zaklade vzorkovanych parametrov pripravené plany
konverzacii a cielovych poziadaviek. Nasledne bol pomocou velkého jazykového modelu
simulovany pouZivatel, ktory svoje poziadavky formuloval v slovencine podla zadaného Stylu
a urovne komplexnosti. Sucasne bol simulovany aj asistent, ktory reagoval prirodzene v
ulohe poradcu pre Specifikaciu uUlohy strojového ucenia. Dolezitym aspektom bolo, ze
Strukturovany vystup mal vychadzat len z informacii uvedenych alebo potvrdenych
pouzivatelom, nie zo samostatnych navrhov asistenta. Tymto sa zabezpecilo, Ze cielovy
JSON reprezentuje skutoéne finalny stav pouzivatelskych poziadaviek.

Vysledna datova sada obsahuje 5 000 datovych bodov a bola rozdelena na tréningovu,
valida¢nu a testovaciu €ast v pomere 70:15:15, teda 3 500 tréningovych, 750 validacnych a
750 testovacich prikladov. Kazdy priklad obsahuje plny text konverzacie s oznaCenim
pouzivatelskych a asistentskych replik, konverzaciu ulozenu aj v Strukturovanej podobe,
cielovy JSON vystup a samostatné stipce pre extrahované atribity a metadata pouzité pri
generovani (vid obrazky nizSie). Hodnoty oznacené ako ground truth reprezentuju finalne
atributy extrahované z pouzivatelskych replik, zatial ¢o metadata sluzia na analyzu a opis
spOsobu generovania prikladu, napriklad domény, komplexnosti, Stylu, typu konverzacie
alebo planu postupného odhalovania poziadaviek.

Obr. 4: Prehlad atributov kazdého z datovych bodov.
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Obr. 5: Prehlad datovych poli kazdého z datovych bodov.



Ground Truth Fields (gt_+)

din json_output. T 2 Va are extracted only from the
are kept as di oy i : i are not treated as ground truth unless the user explicitly sta

confirms them.

gt_dataset_name [stri

gt_dataset modality (string, nullable): Type of data (tabular, text, image, audio, video, multimodal)

gt_dataset sourc i ( uggin k ' github)
gt_data_format

gt_task_type

st_output_type

gt_max_runtime_s int, nullable):

gt_evaluation_metxics (array, nulla

gt_excluded_models (array, nullabl

gt_included_models (array, nullable): P

Obr. 6: Prehlad atributov, ktoré by po spravnosti testované a dotrénované modely mali
extrahovat' z danej konverzacie obsiahnutej v konkrétnom datovom bode.



Metadata Fields (meta_=)
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Obr. 7: Prehlfad metadat pouzitych na instruovanie modelu pri generovani synteticke;j
konverzacie.

Pri tvorbe datovej sady bol kladeny dbraz na kvalitu slovenského textu, prirodzenost
konverzacii a rozmanitost’ syntetickych scenarov. Kedze datova sada neobsahuje realne
pouzivatelské konverzacie, osobné udaje ani Udaje ziskané od konkrétnych pouzivatelov,
predstavuje kontrolovany vyskumny zdroj vhodny na experimentalne overovanie modelov v
ulohe extrakcie Struktdrovanych informacii z konverzaéného slovenského textu. Zaroven
nadvazuje na prvu datovu sadu vytvorenu v ramci projektu tym, Ze rozSiruje pdvodnu ulohu
extrakcie z jedného pouzivatelského vstupu o pracu s dialégovym kontextom a meniacim sa
stavom pouzivatelskej poziadavky.

Datovu sadu sme spristupnili na platforme Hugging Face ako verejny vyskumny artefakt v
ramci kolekcie SensAl (Metadata Extraction), ktora zdruzuje datasety a modely vytvorené v
projekte SensAl. Jej zverejnenie podporuje reprodukovatelnost’ experimentov, dalsi vyskum
spracovania prirodzeného jazyka v slovencine a porovnavanie réznych pristupov k extrakcii
poziadaviek pre AutoML nastroje.



Dotrénovanie foundation modelov

technikami

vybranych réznymi

V druhej faze projektu sme nadviazali na vysledky prvej fazy a rozSirili sme experimenty s
dotrénovanim otvorenych foundation modelov na komplexnejSiu konverza¢nu datovu sadu.
Cielom bolo overit, ako sa rozne velkosti modelov a rézne tréningoveé stratégie spravaju pri
ulohe extrakcie finalnej Strukturovanej reprezentacie pouzivatelskych pozZiadaviek z
viac-kolovych slovenskych konverzacii. Na tento 0cCel sme vybrali dve velkosti
multilingvalneho modelu Qwen3.5, konkrétne 0.8B a 9B variant.

Porovnavali sme dve hlavné stratégie dotrénovania. Prvou bola parametricky efektivna
technika QLORA, ktora umozZiuje dotrénovanie velkych modelov pri vyrazne nizSich
pamatovych narokoch tym, Ze zakladny model zostava kvantizovany a trénuje sa iba
obmedzeny pocet dodatoCnych parametrov. Druhou stratégiou bolo UpIné dotrénovanie
(angl. full fine-tuning), pri ktorom sa aktualizuju vSetky parametre modelu. Tento pristup je
vypoctovo a pamatovo narocnejsi, no zaroven umozniuje rozsiahlejsie prispdsobenie modelu
cielovej ulohe.

Pre kazdu kombinaciu velkosti modelu a tréningovej techniky sme hladali vhodné
hyperparametre. Pri nastavovani tréningu sme vychadzali z vysledkov prvej fazy, odporucani
pre dotrénovanie modelov rodiny Qwen a z priebezného sledovania validacnej vykonnosti.
VSetky modely boli trénované po€as dvoch epoch. Pri QLoRA experimentoch sme pouzili
learning rate 7e-4. Pri uplnom dotrénovani bol learning rate nizSi, konkrétne 3e-5 pre 0.8B
model a 2e-5 pre 9B model. Efektivha velkost davky bola pri QLoRA experimentoch
nastavena na 12 a pri Uplnom dotrénovani na 24 pre 0.8B model a 12 pre 9B model.

Zhrnutie pouzitych tréningovych hyperparametrov uvadzame v tabulke niZsie:

Model Technika Pocet Learning Train Eval Gradient Efektivna Weight
epoch rate batch size | batch size | accumulat velkost’ decay
na na ion steps davky
zariadenie | zariadenie

Qwen3d.5 QLoRA 2 7e-4 4 4 3 12 0
0.8B
Qwen3d.5 Full 2 3e-5 4 4 6 24 0.1
0.8B fine-tuning
Qwen3.5 QLoRA 2 7e-4 2 2 6 12 0
9B
Qwen3d.5 Full 2 2e-5 2 2 6 12 0.1
9B fine-tuning

Tab. 1: Hyperparametre pouzité pri dotrénovani modelov v druhej faze.

VSetky kombinacie modelu a tréningovej techniky boli trénované na GPU infrastrukture
umoznujucej efektivne dotrénovanie velkych jazykovych modelov. Experimenty s QLoRA a
uplnym dotrénovanim 0.8B modelu, ako aj QLoRA dotrénovanie 9B modelu, prebiehali na
GPU RTX Pro 6000 Blackwell s 96 GB pamate. V pripade uplného dotrénovania 9B modelu
sa pamatova kapacita tejto karty ukazala ako nedostato¢na, preto bol tento experiment



realizovany na GPU H200. Tento rozdiel v hardvérovom nastaveni zodpoveda vyrazne
vyS§Sim pamatovym narokom uplného dotrénovania vacSieho modelu v porovnani s
parametricky efektivnym QLoRA pristupom.

Pri tréningu sme sledovali aj vypocltové naroky jednotlivych konfiguracii. QLoRA
dotrénovanie 0.8B modelu trvalo priblizne 1 hodinu a 51 minut, zatial ¢o uplné dotrénovanie
toho isttho modelu trvalo priblizne 1 hodinu a 27 minut. Pri 9B modeli trvalo QLoRA
dotrénovanie priblizne 5 hodin a 44 minut a uUplné dotrénovanie priblizne 3 hodiny a 43
minut. Tieto udaje sluzia najma ako doplnkovy kontext k realizovanym experimentom a
ilustruju praktické rozdiely medzi pouzitymi stratégiami z hladiska potrebnych vypoctovych
zdrojov.

Model Technika Pouzity hardvér Tréningovy cas Maximalne vyuzitie
dotrénovania grafickej paméte

Qwen3.50.8B QLoRA RTX Pro 6000 | 1h 51 min 66 373 MiB / 97 887
Blackwell 96 GB MiB

Qwen3.50.8B Full fine-tuning RTX Pro 6000 | 1 h27 min 75 949 MiB / 97 887
Blackwell 96 GB MiB

Qwen3.5 9B QLoRA RTX Pro 6000 | 5h 44 min 55 083 MiB / 97 887
Blackwell 96 GB MiB

Qwen3.5 9B Full fine-tuning NVIDIA H200 141 GB | 3 h 43 min 106 007 MiB / 143

771 MiB

Tab. 2: Vyuzitie zdrojov a vypoctového ¢asu pri trénovani.

Finalne vysledky a testovanie a porovnanie proprietarnych,
otvorenych a dotrénovanych modelov

V zavereCnej faze experimentov sme na komplexnej konverzaénej datovej sade vyhodnotili
tri skupiny modelov. Prvu skupinu tvorili otvorené foundation modely rodiny Qwen3.5 bez
dodato¢ného dotrénovania, konkrétne 0.8B a 9B varianty. Druhu skupinu tvorili modely
Qwen dotrénované v ramci projektu na trénovacej podmnozine konverzacnej datovej sady.
Pri tychto modeloch sme do findlneho porovnania zahrnuli konfiguracie dotrénované
pomocou QLORA a upIného dotrénovania. Tretiu skupinu tvorili vybrané proprietarne API
modely pouzivané v ramci AutoML platformy projektu ALFIE. Vdaka tomu vyhodnotenie
poskytuje nielen vSeobecné porovnanie otvorenych, dotrénovanych a proprietarnych
modelov, ale aj porovnanie priamo relevantné pre dalSi vyvoj technologického rie$enia v
projekte ALFIE.

Vyhodnotenie bolo realizované pomocou rovnakych metrik, aké boli pouzité a opisané pri
experimentoch prvej fazy projektu. V tejto Casti preto metriky neopisujeme opatovne, ale
pouzivame ich na porovnanie schopnosti modelov generovat validny JSON vystup a
spravne extrahovat’ atributy poZiadavky pouzivatela z viac-kolovej slovenskej konverzacie.
Kedze konverzaéna datova sada obsahuje aj scenare postupného dopifiania a zmeny
poziadaviek, tato uloha je naro¢nejSia ako extrakcia z jednej samostatnej pouzivatelskej
spravy.



Z vysledkov vyplyva, Ze nedotrénované otvorené modely maju pri tejto ulohe vyrazné
obmedzenia. Qwen3.5 0.8B bez dotrénovania nedosiahol Ziadne Uplne spravne extrahované
priklady a zaroven mal vysoky podiel nevalidne spracovanych vystupov. Vacsi Qwen3.5 9B
model dosiahol lepSie vysledky, no jeho uplna presnost zostala nizka. To naznacuje, Ze
samotna vacSia velkost modelu a vSeobecna instrukéna schopnost nemusia byt pri tejto
$pecializovanej ulohe postadujuce. Uloha vyZaduje nielen porozumenie slovenéine, ale aj
konzistentné sledovanie konverzacného kontextu a presné mapovanie finalne platnych
pouzivatelskych poZiadaviek do preddefinovanej Struktury.

Dotrénovanie prinieslo vyrazneé zlepSenie pri oboch velkostiach modelov. Pri 0.8B modeli sa
uplna presnost zvySila z 0 % na 39,2 % pri QLoRA a na 50,8 % pri uplnom dotrénovani. Pri
9B modeli sa uplna presnost zvysila zo 4,267 % na 55,333 % pri QLoRA a na 59,6 % pri
Uplnom dotrénovani. Zaroven sa vyrazne znizil podiel nevalidne spracovanych vystupov. Pri
plne dotrénovanom 9B modeli dosiahol tento podiel iba 0,133 %, €o indikuje, Ze model sa po
dotrénovani naucil spolahlivo produkovat vystup v poZzadovanom formate.

Model Typ modelu Technika Invalidly | Complete Missing Extra Incorrect Average
parsed accuracy | attributes | attributes | attributes field
(%) (%) (%) (%) (%) accuracy
(%)
Qwen3.5 | otvoreny, bez 42,000 0,000 26,533 50,267 50,000 41,701
0.8B Inst | nedotrénova | dotrénovania
ny
Qwen3.5 | otvoreny, bez 19,467 4,267 16,533 54,533 26,667 81,656
9B Inst nedotrénova | dotrénovania
ny
Qwen3.5 | dotrénovany | QLoRA 1,333 39,200 16,533 18,533 33,867 91,770
0.8B
Qwen3.5 | dotrénovany | Full 0,267 50,800 14,400 15,200 28,133 93,262
0.8B fine-tuning
Qwen3.5 | dotrénovany | QLoRA 0,400 55,333 11,733 13,867 23,067 94,471
9B
Qwen3.5 | dotrénovany | Full 0,133 59,600 12,400 12,933 18,800 95,100
9B fine-tuning
GPT-40- | proprietarny bez 15,867 8,400 6,267 50,133 27,067 85,674
mini API model dotrénovania
GPT-4.1 proprietarny bez 0,000 28,800 5,733 26,400 17,733 94,173
AP| model dotrénovania
GPT-5.4 | proprietarny bez 0,000 14,533 4,000 47,600 24,133 89,613
AP| model dotrénovania

Tab. 3: Porovnanie otvorenych, dotrénovanych a proprietarnych modelov z pohladu réznych
metrik.

Pri porovnani s proprietarnymi modelmi pouzivanymi v ramci AutoML platformy projektu
ALFIE dosiahli dotrénované otvorené modely velmi priaznivé vysledky. NajlepSi proprietarny
model v tomto porovnani, GPT-4.1, dosiahol upInu presnost 28,8 %. Oproti tomu v3etky



dotrénované modely zahrnuté do findlneho porovnania dosiahli vy8Siu uplnu presnost,
pricom najlepsi vysledok dosiahol plne dotrénovany Qwen3.5 9B s hodnotou 59,6 %. Aj
menSi plne dotrénovany Qwen3.5 0.8B dosiahol 50,8 %, teda vyrazne viac ako vybrané API
modely. Tento vysledok je ddlezity najma preto, Ze ukazuje potencial menSich otvorenych
modelov dotrénovanych na konkrétnu ulohu dosahovat alebo prekracovat vykonnost
vyrazne vacsich vdeobecnych proprietarnych modelov.

Z pohladu pouzitych tréningovych stratégii dosiahlo uplné dotrénovanie lepSie vysledky nez
QLoRA pri oboch velkostiach modelov. Rozdiel bol viditelny najma pri Uplnej presnosti a pri
znizeni pocCtu nespravne extrahovanych atributov. QLoRA v8ak aj napriek nizSim
pamatovym narokom priniesla vyrazné zlepSenie oproti nedotrénovanym modelom, ¢o
potvrdzuje jej pouzitelnost v situaciach, kde nie je k dispozicii infrastruktira potrebna na
uplné dotrénovanie vacSich modelov. Pri 9B variante navySe QLORA dosiahla vysledky
blizke uplnému dotrénovaniu a zarover vyZadovala podstatne menej pamate.

Celkovo vysledky potvrdzuju perspektivnost pristupu zaloZeného na dotrénovani otvorenych
velkych jazykovych modelov na S$pecializovanych syntetickych datach v slovenéine. V
kontexte projektu SensAl ide o dblezité zistenie, pretoze ukazuje, ze aj relativhe menSie
modely mézu po vhodnom dotrénovani dosahovat’ vysoku vykonnost na uzko vymedzenej
ulohe extrakcie Struktdrovanych informacii.

Zaver

V priebehu projektu sme sa zamerali na tri hlavné aspekty:

e Vytvorenie datovych sad umoznujucich dotrénovat a rigorézne vyhodnotit’ schopnost
velkych jazykovych modelov, dotrénovanych aj nedotrénovanych, extrahovat z
pouzivatelskych pozZiadaviek na Al rieSenia formulovanych v slovencine
Strukturované informacie, ktoré mézu posluzit ako vstup AutoML nastroja. Ten na ich
zaklade nasledne méze vytvorit model umelej inteligencie, ktory spifia poZiadavky
pouZzivatela.

e Dotrénovanie vybranych foundation velkych jazykovych modelov na trénovacich
podmnozinach dat vytvorenych v ramci projektu.

e \V/yhodnotenie vykonnosti vybranych foundation velkych jazykovych modelov,
dotrénovanych modelov a APl modelov pouZivanych v ramci AutoML platformy
projektu ALFIE na vytvorenych datovych sadach a ich vzajomné porovnanie.

Nakolko sme v ramci vyskumu neidentifikovali datovi sadu, ktora by svojim charakterom
vyhovovala pozZiadavkam projektu, navrhli sme pristup na vytvorenie syntetickych datovych
sad s dbérazom na ich kvalitu a variabilitu. V prvej faze sme vytvorili datovu sadu
pozostavajucu zo samostatnych pouzivatel'skych poziadaviek a zodpovedajucich
Strukturovanych vystupov. Pri jej navrhu sme predpokladali, Ze model bude po nasadeni
konfrontovany s réznymi typmi vstupov od réznych pouzivatelfov. Hlavnymi motivaciami
vytvorenia syntetickej datovej sady boli pozadovany rozsah a variabilita, teda moznost
simulovat rézne typy pouzivatelov, domén, Stylov formulovania pozZiadaviek a urovni ich
uplnosti bez nutnosti zapojenia velkého mnozstva anotatorov s réznym pozadim. Za ucelom



dosiahnutia ¢&o najvy3Sej kvality jazyka sme na generovanie vyuZili v su€asnosti
najvykonnejSie modely generativnej umelej inteligencie. Vytvorena datova sada obsahuje 10
000 datovych bodov a je zverejnena na platforme HuggingFace®.

V druhej faze sme tento pristup rozsirili o novu, komplexnejSiu synteticki datovu sadu. Na
rozdiel od prvej datovej sady, v ktorej pouzivatel zadaval poziadavku v jednej ucelenegj
sprave, druha datovd sada simuluje konverzacie pouzivatefa s chatbotom. V tychto
scenaroch pouzivatel poskytuje poziadavky postupne vo viacerych spravach, pripadne
niektoré svoje predchadzajuce poziadavky v dalSom priebehu konverzacie meni. Ciefom
bolo vytvorit datovu sadu, ktora lepSie zachytava realistickejSiu interakciu s AutoML
platformou a umozhuje otestovat schopnost modelov spravne extrahovat finalnu podobu
poziadaviek pouZivatela zo slovenského konverzaéného textu. Vytvorena datova sada
obsahuje 5 000 datovych bodov a je zverejnena na platforme HuggingFace®.

S cielom overit, do akej miery mdze dotrénovanie zvysit vykonnost modelov na sledovanej
ulohe, sme dotrénovali vybrané foundation modely zaloZzené na rodine Qwen na trénovacich
podmnozinach vytvorenych datovych sad. V prvej faze iSlo o model Qwen3-0.6B
dotrénovany na ulohe extrakcie Strukturovanych informacii zo samostatnych
pouzivatelskych poziadaviek. V druhej faze sme nadviazali dotrénovanim dalSich variantov
modelov Qwen3.5, vratane 0.8B a 9B modelov, pricom sme porovnali viacero tréningovych
stratégii, konkrétne QLORA a uplné dotrénovanie. Dosiahnuté vysledky indikuju silny
potencial dotrénovania vofne dostupnych velkych jazykovych modelov pre ulohu extrakcie
Strukturovanej informacie z nestrukturovaného textu v slovencine.

Na vytvorenych datovych sadach sme nasledne vyhodnotili vykonnost vybranych
otvorenych foundation modelov, nami dotrénovanych modelov a vybranych APl modelov
pouzivanych v AutoML platforme projektu ALFIE. Takéto vyhodnotenie umoZznilo porovnat,
ako sa na rovnakej ulohe spravaju vSeobecné otvorené modely, modely Specificky
dotrénované na slovenské data a modely pouZité v rémci nadvazujucej platformy ALFIE.

Na vytvorenych datovych sadach sme néasledne vyhodnotili vykonnost vybranych
otvorenych foundation modelov, nami dotrénovanych modelov a vybranych API modelov
pouzivanych v AutoML platforme projektu ALFIE. Takéto vyhodnotenie umoZznilo porovnat,
ako sa na rovnakej ulohe spravaju vSeobecné otvorené modely, modely Specificky
dotrénované na slovenské data a modely pouZité v ramci nadvazujucej platformy ALFIE.
Vysledky ukazali, ze vSetky dotrénované modely zahrnuté do finalneho porovnania dosiahli
vySSiu Uplnu presnost nez najlepsi z vyhodnotenych APl modelov. NajlepSi proprietarny
model dosiahol uplnt presnost 28,8 %, zatial €o najlepSi dotrénovany model, plne
dotrénovany Qwen3.5 9B, dosiahol 59,6 %. Vyrazne lepSi vysledok dosiahol aj menSi plne
dotrénovany Qwen3d.5 0.8B s uplnou presnostou 50,8 %.

Tento vysledok predstavuje délezité zistenie pre projekt ALFIE, kedZe naznaluje, Ze
Specializované otvorené modely dotrénované na slovenskych datach mézu v rieSenej ulohe
predstavovat perspektivhu alternativu alebo doplnok k v8eobecnym API modelom
pouzivanym v AutoML platforme. Modely a datové sady vytvorené v ramci projektu SensAl

5 https://hugging face.co/datasets/kinit/synthetic-queries-and-ml-instructions
® https://hugagingface.co/datasets/kinit/synthetic-conversations-and-ml-instructions
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boli zverejnené na platforme Hugging Face v spolocnej kolekcii SensAl (Metadata
Extraction)’.

Na zaklade dosiahnutych vysledkov je zrejmé, Ze dotrénovanie otvorenych velkych
jazykovych modelov na Specificky pripravenych syntetickych datach v slovencine
predstavuje perspektivny pristup pre rieSenie Uuloh vyZadujucich presna extrakciu
Strukturovanych informacii z pouzivatelskych poZiadaviek. Tento zaver sa potvrdil nielen pri
jednoduchs$ej ulohe extrakcie zo samostatnej pouzivatelskej spravy, ale aj pri komplexnejsej
ulohe extrakcie z viac-krokovych konverzacii, v ktorych je potrebné pracovat s postupne
dopifianymi a meniacimi sa poziadavkami pouzivatela.

Vytvorené datové sady a dotrénované modely boli zverejnené na platforme Hugging Face v
sulade s principmi otvorenej vedy. Tymto spésobom projekt prispieva k rozvoju verejne
dostupnych zdrojov pre spracovanie prirodzeného jazyka v slovencine a pre vyskum velkych
jazykovych modelov v kontexte jazykov s obmedzenymi zdrojmi. Zaroven tieto vystupy
predstavuju prakticky podklad pre dalsi vyskum a vyvoj v projekte ALFIE, najma pri
overovani vhodnosti dotrénovanych otvorenych modelov pre pouzitie v AutoML platforme.

’ https://huggingface.co/collections/kinit/sensai-metadata-extraction
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