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Uvod

Vyhodnotenie a meranie kvality personalizacie textu je velmi narocné kvoli subjektivite
vnimania personalizacie ako takej. Uloha je naroéna aj pre ludskych anotétorov, nehovoriac o
narocnosti a presnosti merania kvality personalizacie automatizovanymi prostriedkami. V
tejto sprave informujeme o vysledkoch nasho vyskumu v oblasti hodnotenia schopnosti
velkych jazykovych modelov generovat personalizovany text vo viacerych jazykoch, ktory je
cieleny na ur€itd skupinu ludi, prip. prispésobeny pre ur€iti disemina¢nd platformu

socialnych sieti.

V ramci komparativnej Studie sme porovnali schopnosti jazykovych modelov v tejto oblasti
vzhladom na ich verziu (velkost - t.j. poCet parametrov, architektura), cielovy jazyk textu,
cielovu skupinu, cielovu platformu, ako aj tému/narativ generovaného textu. Z porovnania
vyplyvaju rozdieli v schopnostiach jazykovych modelov skrz vSetky sledované aspekty, v
niektorych pripadoch implikujice potencial zneuzitia Al modelov pre Skodlivé Gcely (napr.
Sirenie personalizovanych dezinformdcii). Personalizaéné schopnosti jazykovych modelov
umoznuju vSak rovnako kvalitne aj bojovat proti takémuto zneuZitiu pomocou
personalizovanych intervencii, napr. generovanim personalizovanych protiargumentov pre
urcity dezinformacny narativ. Vyskum je teda v tejto oblasti vyvazeny, poskytujuci prehlad
personalizacnych schopnosti ako pre pozitivhe, tak aj pre negativne vyuzitie velkych

jazykovych modelov (LLM).

Komparativna studia je rozdelena na tri Casti. V prvej ¢asti (Kap. 2.1) sa zameriavame len na
anglicky jazyk a vyhodnocujeme zranitelnosti LLM generovat personalizovany
dezinformaény obsah pre rézne cielové skupiny. V druhej ¢asti (Kap. 2.2) sa zameriavame
na personalizaciu multilingvalnych textov pre rézne cielové platformy socialnych sieti. Tretia
¢ast (Kap. 2.3) vyhodnocuje personalizacné schopnosti roznorodého spektra modelov v 10

jazykoch pre pozitivne a negativne pouzitie.



2 Potencial velkych jazykovych modelov generovat

personalizovany text

Ako uZ bolo nacrtnuté v Uvode, vyhodnotenie potencidlu generovat personalizovany text si
vyzaduje schopnost vyhodnotit personalizaciu, prip. ur¢it mieru personalizacie. Samotna
personalizacia ma niekolko definicii a jej vnimanie je vysoko subjektivne, ¢o preukazuje aj
nezhoda ludskych anotatorov. V ramci projektu GEPERO vychadzame z definicie podla Blom
(2000), v ktorej personalizacia predstavuje “proces, ktory meni funkénost, rozhranie,
informacny obsah alebo jedine¢nost systému s ciefom zvysit jeho osobnu relevantnost pre
jednotlivca“. Vzhladom na generovany text, personalizacia predstavuje jeho prispdsobenie
urcitej skupine ludi, prip. urCitej forme typickej pre konkrétnu platformu zdielania obsahu

(napr. socidlne siete).

Na meranie kvality personalizacie nie je dostupna Zziadna zauzivana metrika. Mieru
personalizacie teda urCujeme v dvoch aspektoch - prispésobenie cielovej skupine a
prispésobenie cielovej platforme, ktoré mozu byt od seba nezavislé (napr. text moze
dosahovat vysoku uroven personalizécie v jednom aspekte, a zaroven nizku alebo ziadnu v
druhom). V oboch pripadoch sme zvolili 4-bodovl vzostupnu $kalu, kde najnizSie skoére
reprezentuje ziadnu personalizaciu a najvysSie skore velmi dobru personalizaciu v danom

aspekte.

2.1 Vyhodnotenie zranitelnosti  jazykovych  modelov

generovat personalizovany dezinformacny obsah

V prvej faze sme sa zamerali len na anglicky jazyk (vzhladom na prevahu v trénovacich
datach dosahuju modely v tomto jazyku najlepsie vysledky) a generovanie novinovych
¢lankov (formalny text dihsieho rozsahu s mensou diverzitou), aby sme vyhodnotili zakladnu
mieru personalizaénych schopnosti velkych jazykovych modelov. Kvoli moznosti
zovSeobecnia vysledkov sme sa zamerali na personalizaciu pre 7 cielovych skupin z 3
kategdrii: politicka afilidcia (eurdpski konzervativci a eurdpski liberdli), byvanie (mesto,
dedina), vek (Studenti, rodiCia, seniori). Z hladiska diverzity tém, sme sa zamerali na
generovanie dezinformacii pre 6 roznych narativov z oblasti zdravia a politiky. V tejto Casti
vyskumu sme porovnali 6 roznych LLM modelov (rézne architektury a velkosti): Falcon-40B,

Vicuna-33B, GPT-40, Gemma-2-27B, Llama-3.1-70B a Mistral-Nemo. Porovnali sme 3 typy
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instrukcii: bez Specifikacie cielovej skupiny (t.j. bez poziadavky na personalizaciu - kvoli
porovnaniu), s jednoduchou Specifikaciou cielovej skupiny (len nazov skupiny) a s detailnou
Specifikaciou cielovej skupiny (poskytnutim strucnej charakteristiky). Finalny dataset takto

vygenerovanych textov je nazvany PerDisNews a obsahuje 2238 dezinformacnych textov.

Kvalitu personalizacie sme vyhodnotili tzv. metaevaluaciou pomocou 3 rozlicnych LLM
(GPT-40, Gemma-2-27B a Llama-3.1-70B), pricom sme koreldciu s ludskym hodnotenim
overili na validacnej vzorke (Spearmanov korelaény koeficient dosiahol hodnotu p=0,76
reprezentujucu silna koreldciu). Tato validaénd vzorka pozostavala zo 109 vybranych textov,
vyvazenych skrz kombindacie generéatorov a skére priradené modelom GPT-40 (5 vzoriek pre
kazdd kombinaciu, pricom skére 2 bolo priradené len v 19 vzorkach). Ludské hodnotenie vo
validacnej vzorke reprezentuje kombinacia anotéacii 5 ludskymi anotatormi s réznorodym
vekom, pohlavim a profesijnym zameranim. Anotatori priradili rovnaké skére (zo 4 moznosi)

v 33 % pripadov, pricom vacsina (aspon 3 z 5) sa zhodla v 90 % pripadov.

Vysledky porovnania kvality personalizacnych schopnosti LLM (zosumarizované na Obr. 1)
ukdzali, ze vSetky testované modely dokdazali aspon v niektorych pripadoch vygenerovat
dezinformacné texty s vysokou kvalitou personalizacie pre danu cieloviu skupinu. Len jeden
model vo vacsine pripadov odmietol vygenerovat pozadovany dezinformacny text
(“safety-filtered”). Model Falcon vo vacsine pripadov vygeneroval texty so Ziadnou alebo
nizkou kvalitou personalizacie. Vysledkom tohto experimentu je, ze moderné jazykové

modely dokazu personalizovat obsah pre pozadovanu cielovu skupinu.
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Obr. 1 Porovnanie kvality personalizacie vygenerovanych dezinformacnych textov s

poziadavkou personalizécie (t.j. s jednoduchou a detailnou Specifikaciou cielovej skupiny)

[1].



Porovnanie (Obr. 2) voci kontrolnej instrukcii bez poZiadavky na personalizaciu dokazuje, Ze
vyhodnotenie kvality personalizacie nie je nahodné. Bez poziadavky na personalizaciu
dosahovala kvalita personalizacie nanajvys skére 1, pricom pri poziadavke na personalizaciu
s detailnou S$pecifikaciou cielovej skupiny dosiahli maximalne skoére 3 takmer 2%

vygenerovanych textov.
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Obr. 2 Porovnanie kvality personalizacie vygenerovanych dezinformacnych textov podla
poziadavky personalizacie (No - bez poziadavky personalizacie, Simple - s jednoduchou

Specifikaciou cielovej skupiny, Detailed - s detailnou Specifikaciou cielovej skupiny) [1].

Vysledky tejto Casti vyskumu boli publikované [1] na $pickovej medzinarodnej konferencii
ACL 2025 (hodnotenie CORE A*).

2.2 Vyhodnotenie schopnosti  jazykovych modelov

personalizovat viacjazycné texty pre cielové platformy

V tejto Casti vyskumu sme sa zamerali na schopnosti jazykovych modelov personalizovat
texty vo viacerych jazykoch pre zvolené cielové platformy socidlnych sieti. Porovnali sme
schopnosti generovanie nového personalizovaného obsahu voci personalizovaniu uz
existujuceho obsahu (t.j. modifikacii). Pre ucely tohto vyskumu sme pouzili existujice
novinové clanky obsiahnuté v datasete MassiveSumm, pricom sme titulok ¢lanku pouzili v
inStrukcii na generovanie textu a samotné telo ¢lanku pouzili v inStrukcii na modifikaciu
textu. Takto sme zabezpecili konzistenciu v témach tychto dvoch skupin textov. Do tejto
Studie sme zahrnuli 7 jazykov, zahfnajuacich angli¢tinu, francuzstinu, madarcinu, nemcinu,
rustinu, slovenéinu a talianéinu (madarc¢ina, neméina a slovencina su zastupcovia troch
vetiev indoeurdpskej jazykovej rodiny v regidéne centrélnej Eurépy). Ako cielové platformy

sme pouzili Twitter/X, Telegram a Signal. Do porovnania sme zamerne zahrnuli 2 velkosti
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modelov 3 rovnakych architektur (t.j. celkovo 6 LLM), aby sme mohli vyhodnotit schopnosti

personalizacie vzhladom na velkost modelu.

Podobne ako v predchadzajucej ¢asti vyskumu sme kvalitu personalizacie vyhodnotili tzv.
metaevaluaciou pomocou 3 rozlicnych LLM (v tomto pripade sme pouzili
Mistral-Small-3.1-24B, Aya-Expanse-32B a QwQ-32B, ktoré neboli pouzité pri generovani
textov). Ako finalne skére sme pouzili vaésinovu volbu (zhoda aspon 2 z 3 metaevaluatorov),

pricom v pripade nejednoznacnosti bolo uprednostnené nizsie skoére.

Vysledky na Obr. 3 indikuju, ze vacsie verzie rovnakych architektur LLM produkuju vyssiu
kvalitu personalizacie pre cielovu platformu. Najmensi rozdiel je v pripade modelu Gemma-3,
kde aj 4B (t.j. 4 mld. parametrov) verzia poskytuje velmi dobrt schopnost personalizacie (%4
textov dosiahli metaevaluaéné skére 2 alebo 3). Najvacsi rozdiel je v pripade Llama verzii
modelov, kde 3B verzia nedosiahla skore 2 alebo 3 ani v 10 % vygenerovanych textov, pricom

70B verzia také skore dosiahla vo viac ako 60 % pripadov.
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Obr. 3 Porovnanie kvality personalizacie pre urcitu platformu podla pouzitého

generativneho LLM [2].

Z porovnania na Obr. 4 zase vyplyva, Ze poziadavka na generovanie nového textu (na zéklade
titulku ¢lanku) dosahuje vyssiu kvalitu personalizacie textov ako poziadavka na modifikaciu
uz existujuceho textu. Rozdiel je najma v pocte textov dosahujucich najvyssie skore, ktory je

viac ako dvakrat vacsi v pripade generovania oproti modifikacii.
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Obr. 4 Porovnanie kvality personalizacie pre urcitu platformu medzi generovanim a

modifikovanim textu [2].

Z porovnania kvality personalizacie podla jazykov (Obr. 5) vyplyva, Ze personalizacia textov v
madarcine a slovencine dosahuje najnizsiu kvalitu. Tieto dva jazyky m6zZeme v porovnani s
ostatnymi testovanymi jazykmi povazovat za jazyky s vyraznejSie obmedzenym poctom
zdrojov (tzv. “low-resource languages”), ktoré boli pravdepodobne vo vyrazne nizSej miere
zastupené pri trénovani jazykovych modelov. Priblizne % vzoriek tychto dvoch jazykov
dosiahla skore 2 alebo 3, pricom v ostatnych jazykoch to bola cca % vzoriek a v angli¢tine az

%5 vzoriek textov.
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Obr. 5 Porovnanie kvality personalizacie pre urcitu platformu podla jazyka vygenerovaného

textu [2].

Na Obr. 6 je zobrazené porovnanie kvality personalizacie podla zvolenej cielovej platformy,
ktoré ukazuje vyraznejsie rozdiely najma platformy Signal oproti zvySnym dvom. Az %5 textov
personalizovanych pre tuto platformu dosiahlo hodnotenie kvality personalizacie 0 alebo 1,

pricom pri zvysnych dvoch platformach to bola menej ako % textov.



Quality of personalization (metaevaluation)
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Obr. 6 Porovnanie kvality personalizacie pre danu cielovu platformu [2].

Vysledky tejto ¢asti vyskumu boli publikované vo forme preprintu [2] a budu publikované na
niektorej konferencii/workshope zameranej na prirodzené spracovanie jazyka, momentalne

su v Stadiu posudzovania na workshop Eval4NLP 2025.

2.2.1 Metrika na efektivnu predikciu kvality personalizacie

Ako uz bolo spomenuté, aktudlne neexistuje zauzivand metrika merania kvality
personalizacie pre zvolené cielové skupiny alebo platformy. Pocas realizacie
predchadzajucich cCasti vyskumu sa pouzitie 3 LLM na metaevaluaciu kazdého
vygenerovaného textu ukazalo ako neefektivne, najmé z ¢asového hladiska (potreba rychlej
spatnej vazby), ale aj z hladiska vypoctovych narokov (velkost GPU paméate). Preto sme
navrhli metodoldgiu trénovania klasifikatnych modelov na predikciu skére na zaklade

vacsinového metaevaluacného skére dosiahnutého v predchadzajucej ¢asti vyskumu.

Porovnali sme 8 mensich klasifikacnych jazykovych modelov s réznou velkostou a
architekturou. Natrénované klasifikatori dokazali predikovat skore s presnostou 65 - 70 %, ¢o
je vzhladom na 4-bodovu hodnotiacu $kalu (.. 4 triedy v ramci klasifikacie) prijatelné, kedze

nahodné hodnotenie predstavuje 25 % presnost.

Na Obr. 7 je uvedené porovnanie vypoctovej narocnosti (potrebna GPU pamat a celkovy ¢as
vyhodnotenia) ziskania metaevaluacného skoére testovacej sady textov, pozostavajlcej zo
4000 vzoriek vyvazenych skrz vsetky 4 triedy. Ako mozno vidiet, z hladiska vyzadovanych
vypoctovych a Casovych prostriedkov je metaevaluacia zalozena na natrénovanej metrike
vyrazne efektivnejSia (dosahujica 100-ndsobné zrychlenie pri nizsich GPU narokoch). Ako
sme navySe ukazali vo vyskumnom c¢lanku [2], 70 % presnost je plne dostacujuca pri

vyskume agregujicom vysledky (Statistiky pre skupinu viacerych textov). Pomocou



natrénovanej metriky (nazvanej PerQ) je mozné dospiet k rovnakym vysledkom porovnavace;j

Studie za neimerne kratsi ¢as.

Model GPU [GB] Time [s]
Gemma-2-2B 7.71 130
Qwen3-4B 10.42 208
Qwen3-0.6B 2.97 60
DeBERTa-v3-Large (0.4B) 2.48 46
Qwen3-1.7B 5.47 105
mDeBERTa-v3-Base (0.2B) 2.00 19
XLM-RoBERTa-Large (0.4B) 2.26 16
XLM-RoBERTa-Base (0.1B) 1.76 7
Model GPU [GB] Time [s]
Mistral-Small-3.1-24B-Instruct-2503 2 x 64 ~1242
Aya-Expanse-32B 2 x 64 ~9000
QwQ-32B 2 x 64 ~9840

Obr. 7 Porovnanie narocnosti merania kvality personalizacie pomocou natrénovanych

klasifikatorov (vlavo) a pomocou LLM metaevaludcie (vpravo) [2].

Vysledky tejto Casti vyskumu su zakomponované do vyskumného ¢lanku [2], ktory je

aktudlne v stadiu posudzovania na workshop Eval4NLP 2025.

2.3 Vyhodnotenie vyuzitia potencialu personalizacnych

schopnosti jazykovych modelov vo viacjazyénych textoch

Vdaka prvotnym vysledkom vyskumu opisanych v predchadzajucich kapitolach sme mohli
pristupit ku komplexnejSej komparativnej studii, zahfiiajlcej este vacsiu mnozinu jazykov a

jazykovych modelov, umoznujucu generalizovatelné porovnanie.

Aby boli vysledky porovnatelné s predchadzajicou $tadiou [1], pouzili sme rovnaki mnozinu
6 dezinformacnych narativov z dvoch oblasti (zdravie a politika). Kvoli redukcii
dimenzionality sme obmedzili pocet cielovych skupin na dve (“eurépski konzervativci” s
najvyssou a “mestski obyvatelia” s najnizSou nameranou kvalitou personalizacie v anglickom
datasete PerDisNews) pri pouziti detailnej Specifikacie cielovej skupiny z [1] + sme pouzili
nepersonalizovanie na cielovl skupinu (pre Ucely porovnania). Kazdu takuto vzorku sme
navySe pozadovali personalizovat pre 3 cielové platformy (Mastodon, Telegram a Twitter/X)
- decentralizovanou platformou Mastodon sme nahradili platformu Signal kvoli nizkej kvalite
personalizacie v predchadzajucej studii [2]. Zvolili sme 10 jazykov pokryvajucich vsetky

jazyky regionu centralnej Eurdépy (¢estina, chorvatéina, madaréina, nemcina, polstina,
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sloven¢ina a slovin¢ina), ku ktorym sme pridali angli¢tinu (ako referencny jazyk
zabezpecujici najlepsie schopnosti LLM), esténéinu (ako dalsi zastupca ugrofinskych
jazykov popri madarcine) a ukrajinéinu (ako jazyk $tatu susediaceho zo Slovenskom patriaci
do slovanskych jazykov ale pouzivajici iné pismo). Kvoli porovnaniu pozitivneho a
negativneho vyuzitia personalizacnych schopnosti jazykovych modelov sme pre kazdy
narativ vygenerovali vyvracajlci text (obsahujlci protiargumenty) a podporujlci text
(obsahujuci suhlasné argumenty). Celkovo sme tak pokryli 6 x 3 x 3 x 10 x 2 = 1080

kombinacii ¢ft v poziadavkach na generovanie textov.

Aby sme pokryli velkud diverzitu jazykovych modelov, do komparativnej studie sme zaradili
novsSie aj starSie verzie jazykovych modelov réznych architektur a velkosti. Konkrétne z
Llama rodiny sme zahrnuli Llama-3.1-70B-Instruct a Llama-3.3-70B-Instruct z vacsich
variantov a Llama-3.1-8B-Instruct, Llama-3.2-3B-Instruct a Llama-3.2-1B-Instruct z mensich
variantov. Podobne z Gemma rodiny sme zahrnuli va¢sie Gemma-2-27B-it a Gemma-3-27B-it
a mensie Gemma-2-9B-it, Gemma-2-2B-it a novsie Gemma-3-4B-it. Qwen rodina je zastupena
modelmi Qwen3-32B, Qwen3-4B a Qwen3-1.7B. Pre porovnanie sme zahrnuli aj
DeepSeek-R1-Distill-Qwen-32B, DeepSeek-R1-Distill-Llama-8B a Mistral-Nemo-Instruct-2407.

Aj v tejto cCasti vyskumu sme kvalitu personalizacie vyhodnotili tzv. metaevaluaciou
pomocou 3 rozlicnych LLM (taktiez Mistral-Small-3.1-24B, Aya-Expanse-32B a QwQ-32B,
ktoré neboli pouzité pri generovani textov). Ako findlne skére sme pouzili vaésinova volbu
(zhoda aspon 2 z 3 metaevaludtorov), pricom v pripade nejednoznaénosti bolo
uprednostnené nizsie skore. Tak ako bola pouzitd metaevaluacia v predchadzajucich
studiach, vyhodnocovali sme osobitne kvalitu personalizacie pre cielovu skupinu a kvalitu

personalizacie pre cielovu platformu.

Vysledky zobrazené na Obr. 8 ukazuju, ze metaevaluatory priradili skére 2 pre nelogicku
personalizaciu len v minimalnej miere (je mozné, Ze tejto kategdrii textov neporozumeli). Z
hladiska architektury jasne exceluju najnovsSie Gemma modely, naopak najhorsou skupinou z
pohladu kvality personalizacie pre cielovd skupinu su starSie Llama modely. Z hladiska
velkosti modelov su vacsie varianty modelov v ramci tej istej rodiny a veku UspesnejSie v
generovani textov s vysSou kvalitou personalizacie. Vynimkou je model Gemma-2-27B-it,
ktory vygeneroval texty s nizSou kvalitou personalizacie ako 2B alebo 9B verzia. Tento model
vSak v prvej studii [1] patril medzi najkvalitnejSie (resp. najbezpecnejsie) generatory. Hibsia
analyza odhalila neuspech tohto modelu v neanglickych jazykoch, kde v textoch bolo privela

Sumu (nadbytoénych informacii), ako aj zlyhané preklady.



Quality of personalization towards target group
mm Safety-filtered mmm 2: Personalized illogically
Il 0: Non-personalized E 3: Well-personalized
I 1: Personalized to a low extent

DeepSeek-R1-Distill-Llama-8B
DeepSeek-R1-Distill-Qwen-32B
Gemma-2-27B-it
Gemma-2-2B-it
Gemma-2-9B-it
Gemma-3-27B-it
Gemma-3-4B-it
Llama-3.1-70B-Instruct
Llama-3.1-8B-Instruct
Llama-3.2-1B-Instruct
Llama-3.2-3B-Instruct
Llama-3.3-70B-Instruct
Mistral-Nemo-Instruct-2407
Qwen3-1.7B

Qwen3-32B

Qwen3-4B

0 100 200 300 400 500 600 700
Text count

Generator

Obr. 8 Porovnanie kvality personalizacie pre cielovu skupinu podla pouzitého generativheho

LLM (pre vzorky s cielovou skupinou).

Podobne su zobrazené vysledky kvality personalizacie pre cielovd platformu na Obr. 9.
Porovnanie medzi modelmi ukazuje priblizne rovnaké vysledky ako pri personalizacii pre
cielovl skupinu, kde najnovsie Gemma modely jasne dominuju. 1B variant Llama modelu

vygeneroval texty, ktoré boli vyhodnotené takmer vylu¢ne ako nepersonalizované.
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Obr. 9 Porovnanie kvality personalizacie pre cielovu platformu podla pouzitého

generativheho LLM.



Vysledky vyhodnotenia kvality oboch pripadov personalizacie, zobrazené na Obr. 10 a 11,
preukazuju jednoznacnu vyhodu anglického jazyka (en), nasledovaného nemcinou (de). V
oboch pripadoch ide o jazyky s velkym mnoZstvom zdrojov, dominujice v trénovani
jazykovych modelov. Na opacnej strane sa nachadza esténcina (et), ktora ako jazyk s
obmedzenym mnozstvom zdrojov obsahuje najnizsiu kvalitu personalizacie vygenerovanych

textov.

Quality of personalization towards target group
B Safety-filtered I 2: Personalized illogically
B 0: Non-personalized B 3: Well-personalized
B 1: Personalized to a low extent
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Obr. 10 Porovnanie kvality personalizacie pre cielovu skupinu podla jazyka vygenerovaného

textu (pre vzorky s cielovou skupinou).

Quality of personalization towards platform
mm Safety-filtered I 2: Personalized moderately
B 0: Non-personalized B 3: Well-personalized
B 1: Personalized to a low extent

0 250 500 750 1000 1250 1500 1750
Text count

Obr. 11 Porovnanie kvality personalizacie pre cielovu platformu podla jazyka

vygenerovaného textu.

Pozitivhou spravou je, ze pozitivhe vyuzitie personalizacnych schopnosti dosiahlo vyssSiu

kvalitu personalizdcie v oboch pripadoch (Obr. 12 a 13). Taktiez mnoZstvo aktivacii



bezpecnostnych mechanizmov bolo vyssie v pripadoch generovania textov podporujicich

dezinformacny narativ.

Quality of personalization towards target group
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Obr. 12 Porovnanie kvality personalizacie pre cielovu skupinu podla orientacie (Against -

proti narativu, Supporting — podporujuci narativ) na narativ (pre vzorky s cielovou skupinou).
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Obr. 13 Porovnanie kvality personalizacie pre cielovu platformu podla orientacie (Against -

proti narativu, Supporting — podporujuci narativ) na narativ.

Vysledky na Obr. 14 ukazuji, Zze len minimum textov nepersonalizovanych pre cielovu
skupinu bolo vyhodnotenych s vysokou kvalitou personalizacie. VyssSiu kvalitu personalizacie
dosiahla personalizacia pre skupinu eurépskych konzervativcov, ¢o koreSponduje s

pozorovaniami v predchadzajucej stadii [1].
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Obr. 14 Porovnanie kvality personalizacie pre cielovu skupinu.

Vysledky na Obr. 15 ukazuju, Ze rozdiel v kvalite personalizacie pre konkrétnu cielovu
platformu nie je zasadny. Personalizacia pre Twitter/X je stale vyhodnotena ako dosahujica
najvys$siu kvalitu (podobne ako v predchadzajicej stadii [2]), ale rozdiel od zvysnych

platforiem nebol vyrazny.

Quality of personalization towards platform
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Obr. 15 Porovnanie kvality personalizacie pre cielovu platformu.

Vygenerované texty sme taktiez vyhodnotili z hladiska viacerych metrik kvality textu, ako
napr. ¢i obsahuju Sum, Ci sa jazyk vygenerovaného textu zhoduje s cielovym jazykom, aka je
lingvisticka akceptovatelnost textu a vSeobecna kvalita vystupu (podla definicie metrik
Studie METAL). Metaevaluatory mali odpovedat jednou z hodn6t No/Partly/Yes. N/A
oznacuje mnozstvo textov, ktoré neboli vyhodnotené (ani vacsinové hlasovanie nepridelilo
odpoved kvoli chybajucim ddtam). Na Obr. 16 sU zobrazené vysledky lingvistickej
akceptovatelnosti, kde je jasne vidiet vyssiu kvalitu anglickych (en) textov, nasledovanu
nemeckymi (de) textami. Pre zvy$né jazyky len zhruba polovica vygenerovanych textov bola

vyhodnotena ako lingvisticky akceptovatelnd, co skresluje vyssie uvedené vysledky. Najma
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mensie a starSie modely maju stale problém vygenerovat pouzitelny text v neanglickych

jazykoch.
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Obr. 16 Porovnanie kvality vygenerovanych textov z hladiska ich lingvistickej

akceptovatelnosti podla jazykov.

Vysledky tejto ¢asti vyskumu budu opisané vo forme vyskumného ¢lanku, ktory bude zaslany

na niektorud z top *ACL konferencii (prip. workshopov).



3 Zaver

Na zaklade vysledkov nasho vyskumu schopnosti velkych jazykovych modelov
personalizovat text moéZzeme konstatovat, Ze skimané modely vo vSeobecnosti dokazu
vygenerovat (prip. aj modifikovat) text prisposobeny pre konkrétnu skupinu f'udi (prip. cielovu
platformu) aj s vysokou kvalitou personalizdcie vo vSetkych sledovanych jazykoch.
Konkrétna uroven kvality je tazko meratelna a pozorovali sme rozdiely ako medzi jazykmi
(kde anglictina s prehladom dosahovala najvys$siu kvalitu), tak aj medzi jednotlivymi
jazykovymi modelmi (vacsie a novsie verzie dosahovali vysSiu kvalitu). Poziadavka na
generovanie nového personalizovaného textu dosahovala o nieCo vysSiu kvalitu
personalizacie ako poZiadavka na modifikaciu (prisposobenie) uz existujiceho textu.
Personalizacia pre urcitu cielovu platformu socidlnych sieti sa zda o nieCo jednoduchsia pre
jazykové modely ako personalizacia pre konkrétnu cielovd skupinu fudi. Pri pozitivnom a
negativnom vyuziti personalizatného potencialu jazykovych modelov sme nepozorovali

vyrazné rozdiely.
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